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Anotace:


V článku je popsán současný stav modelování logické dedukce neuronovými sítěmi. Je navržena nová metoda získání reprezentace teorie neuronovou sítí, založená na využití učebního datového souboru. Výhody této metody jsou stručně diskutovány.

Summary:


Present state of art of modelling inference in logical theories by neural networks is described. New method of logical theory representation, based on training data set,  is proposed. Advantages of this  method are briefly discussed. 
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Modelování logické dedukce neuronovými sítěmi patří do oblasti umělé inteligence. Práce s touto tematikou se začaly objevovat v odborném tisku koncem osmdesátých a především začátkem devadesátých let. Modelování teorií formalizovaných ve výrokovém fragmentu predikátového počtu je rozpracováno až k praktickým aplikacím (například Towel a Shavlik). Objevují se první pokusy o modelování teorií obsahujících kvantifikátory (Ajjanagadde a Shastri) a modelování odvozování závěrů v nemonotónní logice (Balkenius a Gardefors).

Důvody velkého zájmu o tuto oblast jsou následující.


1.  Snaha využít logických znalostí pro zvýšení efektivity rozhodovacích modelů (především expertních systémů) s neuronovou architekturou.


2.  Vytvoření umělých neuronových sítí, které jsou schopny logické dedukce dává naději na lepší porozumnění principům funkce nervové soustavy člověka.


Základní článek o modelování teorií formalizovaných ve výrokovém fragmentu predikátového počtu vyšel v časopise Artificial Intelligence v roce 1994 (Towel a Shavlik).


Teorie je zde chápána jako množina Hornových vět  S1 ( ... ( Sn  ( O .Obsahuje observační literály Si a teoretické literály O, O1 , . . . D, D1 , . . .   . Observační literály jsou ty literály, které se vyskytují pouze v antecedentech vět. Teoretické literály jsou všechny ostatní.


Neuronová síť modelující teorii Th(A) tvoří AND-OR graf (tzv. dedukční graf) sestrojený takto:


1.  Ke každé větě teorie S1 ( ... ( Sn  ( O  je sestrojen podgraf s vrcholy S1 , . . . , Sn
spojenými uzlem O typu AND.





2.  Pokud se O vyskytuje ve více větách teorie jako konsekvent, jsou uzly O vzniklých podgrafů rozlišeny dolním indexem a pak spojeny novým uzlem O typu OR.




Příklad.

Dedukční graf teorie Th(A) ,  A = ( S1 (( S2 ( O , S3 ( O , O ( S1 ( D ( je uveden na následujícím obrázku.





Je zřejmé, že když vrcholům grafu S1 , . . . , Sn přiřadíme pravdivostní hodnoty, potom v AND-OR grafu je přiřazena pravdivostní hodnota každému uzlu grafu .


Lze snadno ukázat, že pokud v dedukčním grafu je pro dané pravdivostní ohodnocení S1 , . . . , Sn přiřazena uzlu D pravdivostní hodnota t , potom D platí v každém modelu teorie, ve kterém jsou observační termíny S1 , . . . , Sn ohodnoceny stejně.


Jinými slovy řečeno, D platí v každém modelu  teorie, ve kterém observační literály nabývají těchto pravdivostních hodnot. Nebo ekvivalentně vyjádřeno, platí




 S1 ( ... ( Sn  ( D ( Th(A) .


Dedukční AND-OR graf lze snadno realizovat vrstvenou neuronovou sítí, protože booleovské funkce AND a OR lze realizovat lineárními neurony. Lze tedy vytvořit neuronovou síť, která je schopna jednoznačně stanovit, zda za dané situace (tj. při daném pravdivostním ohodnocení  S1 , . . . , Sn ) musí D platit nebo ne.


Na první pohled by se mohlo zdát, že autoři získali jen další možný algoritmus pro zjištění, zda určitá formule je teorémem či ne. To by nebyl příliš velký přínos, protože existují standardní efektivní metody, které dovolují na základě množiny axiomů teorie stanovit, zda určitá formule je teorémem teorie nebo není (Např. resoluční metoda, Gentzenův kalkul nebo Bethovy sémantické tabulky.)


Neuronový model lze ale použít i jiným způsobem. Při použití rozhodovacích systémů založených na neuronových sítích (např expertních systémů s neuronovou architekturou) se počáteční konfigurace sítě volí obvykle náhodně. Fáze adaptace pak bývá zdlouhavá. Pokud lze alespoň částečně formalizovat znalosti používané k rozhodování a vyjádřit je teorií, potom neuronová síť realizující dedukční graf této teorie může být zvolena za počáteční konfiguraci sítě. Lze předpokládat, a praxe to potvrzuje, že adaptace této sítě bude rychlejší než adaptace sítě s náhodně zvolenou konfigurací.


Vraťme se ještě ke klasickým algoritmům, které stanoví, zda tvrzení je teorémem teorie na základě množiny axiomů. V konkrétní rozhodovací situaci je obvykle známa množina modelů teorie ve formě tak zvaného učebního souboru. Na tomto učebním souboru lze kombinatorickými metodami hledat vždy splněné formule určité délky, které pak mohou sloužit jako axiomy. Takové metody byly intenzivně rozvíjeny v sedmdesátých a osmdesátých letech. Problémy těchto algoritmů jsou především tyto:


1.  Jsou příliš citlivé na chyby v učebním souboru. Malé chyby v učebním souboru vedou k vynechání i vždy platných formulí.


2.  Není možné jednoduchými prostředky adaptovat množinu axiomů při použití modelu pro rozhodování v měnícím se prostředí.


Vzniká proto otázka, zda by bylo možné najít reprezentaci teorie neuronovou sítí na základě realizací jejích modelů, tj. na základě učebního souboru. Potom by odpadly nevýhody klasických algoritmů. Neuronová síť by se mohla v měnícím se prostředí průběžně modifikovat a jednotlivé, málo časté chyby , by byly v procesu učení eliminovány.


Poslední výsledky, které autor získal v tomto roce ukazují, že to možné je. Lze definovat funkcionál, který na množině modelů minimalizuje neuronová síť realizující dedukční graf. Gradientní metodou pro hledání minima lze odvodit adaptační algoritmus pro adaptaci neuronové sítě, který adaptuje neuronovou síť tak, že konverguje k lokálnímu minimu výše definovaného funkcionálu. Výsledný adaptační algoritmus je podobný algoritmu back propagation of error, který se tradičně používá pro adaptaci vrstvených neuronových sítí. Byl tedy nalezen způsob, jak lze na základě učebního souboru získat přímo adaptací neuronové sítě neuronovou reprezentaci teorie.


Získané teoretické výsledky mají následující praktické použití. Dovolují získat reprezentaci teorie neuronovou sítí z učebního souboru. Při tom tento způsob stanovení reprezentace teorie je méně ovlivnitelný ojedinělými chybami v učebním souboru a reprezentaci teorie lze snadněji adaptovat v měnícím se prostředí, než když ke stanovení reprezentace teorie použijeme kombinatorických metod. Reprezentace teorie pak může sloužit pro počáteční nastavení konfigurace expertních systémů s neuronovou architekturou, které podporují rozhodování v oblasti této teorie.


Výše popsané teoretické výsledky autor ověřil simulací na počítači pro případy jednoduchých teorií. Získané teoretické výsledky i výsledky jejich ověřování na simulovaných datech budou autorem publikovány v nejbližší době v odborném tisku.
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